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использованием методов машинного и глубокого обучения в сельском хозяйстве. 
Отдельное внимание уделено сферами применения данных технологий в различных 
процессах земледелия и выращивания культур. Кроме того, рассмотрены особенности 
использования глубокого обучения на практике на примере разработки рекомендательной 
системы, которая призвана сформировать предложения наиболее подходящих культур для 
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Сельское хозяйство - важнейший сектор экономики. В тоже время, 

необходимо отметить, что рынок агропромышленной продукции нестабилен. 

Например, засуха или наводнение может существенным образом повлиять на 

будущие цены сырьевых товаров и серьезно отразиться на стоимости 

продовольствия. Кроме того, сельское хозяйство - чрезвычайно сложное 

занятие. Изменение климата, эрозия почвы, утрата биоразнообразия могут 

подорвать бизнес, равно как и меняющиеся вкусы потребителей. Природная 

среда, с которой взаимодействует сельское хозяйство, продолжает создавать 

свои собственные проблемы. Помимо растущего населения, устойчивому 

агропромышленному комплексу также угрожает урбанизация. И 

единственный способ удовлетворить растущий спрос на продовольствие - 

следить за урожаем, окружающей средой и рынком [1]. 

В данном контексте особого внимания заслуживают такие технологии 

как искусственный интеллект (ИИ), машинное обучение (ML) и глубокое 

обучение (DL), которые оказывают существенное влияние на 

сельскохозяйственную практику. Эти цифровые инновации позволяют 

внедрять «умные» методы фермерства, которые повышают 
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производительность, эффективность использования ресурсов и устойчивость 

благодаря применению широких наборов разнообразных данных для 

принятия решений. Фермеры могут использовать ML и DL для 

прогнозирования таких факторов окружающей среды, как погодные условия 

и вспышки вредителей, управления такими ресурсами, как вода и удобрения, 

мониторинга здоровья скота и максимизации урожайности [2]. Кроме того, 

благодаря поддержке принятия решений в режиме реального времени, 

улучшению взаимодействия с заинтересованными сторонами и 

распространению знаний, большие языковые модели придают «умному» 

сельскому хозяйству новое измерение. 

О значимости данных технологий для улучшения работы фермеров 

можно судить по динамике мирового рынка ИИ в сельском хозяйстве, 

который оценивался в 1,91 млрд долларов США в 2023 году и, по прогнозам, 

будет расти в среднем на 25,5% в период с 2024 по 2030 год [3] (см. рис. 1). 

 
Рис. 1 Динамика мирового рынка ИИ для сельского хозяйства в разрезе его 

составляющих [3] 

Однако, следует акцентировать внимание на том, что для 

использования технологий ML и DL необходимо решить несколько 
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технических проблем. Во-первых, доступность и качество данных. Чтобы 

делать точные прогнозы необходимо обучать алгоритмы с использованием 

обширных и разнообразных наборов информации. Во-вторых, выбор 

алгоритмов и моделей обучения. В-третьих, внедрение и управление 

системами ML и DL требует наличия технических знаний, которыми 

фермеры могут не обладать. В-четвертых, проблемы обеспечения 

совместимости и бесшовной интеграции ML и DL с существующими 

сельскохозяйственными технологиями. 

Таким образом, необходимость решения вышеотмеченных задач, а 

также высокая научно-практическая значимость технологий AI для сельского 

хозяйства предопределили выбор темы данной статьи. 

Основные области применения ML и DL в сельском хозяйстве 

описывают в своих трудах В.М. Мошуров, В.Д. Русскин, И.С. Логинов, А.К. 

Вершинин, I. Wubshet. 

Подходы к применению ансамбля моделей сверточных нейронных 

сетей для классификации изображений Artificial Learning EXperiment 

(AlexNet), «остаточная сеть» ResNet50 (Residual Network) и нейросеть 

распознавания объектов на изображении VGG16 (Visual Geometry Group) для 

улучшения общей производительности, обнаружения болезней растений 

разрабатывают О.В. Тахумова, Э.Э. Смехова, Ю.А. Кривенко, М.С. Боженов, 

А.Н. Сёмин, Е.А. Скворцов, J. Mardian, C.Champagne, B. Bonsal. 

Перспективы и особенности применения машины опорных векторов и 

алгоритма дерева решений для определения типа культуры на основе 

микроэлементов и метеорологических характеристик входят в круг научных 

интересов А.Г. Аксенова, В.С. Тетерина, А.Ю. Овчинникова, Н.С. 

Панферова, С.А. Пехнова, J. Schiller, S. Stiller. 

Несмотря на широкий спектр публикаций и имеющихся на 

сегодняшний день наработок, ряд вопросов в данной предметной плоскости 
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требует отдельного внимания. Так, в дальнейшем развитии и обосновании 

нуждаются методы анализа данных, основанные на изображениях, которые 

способны показать хорошие результаты, продемонстрировав эффективность 

в идентификации и классификации различных стрессовых состояний 

растений на основе только визуальных признаков. Крайне фрагментарно и не 

системно в современных публикациях освещены стратегии трансферного 

обучения, которые помогают исследователям добиваться высоких 

результатов при меньшем объеме данных, адаптируя предварительно 

обученные DL-модели к конкретной области анализа в деятельности 

фермеров. 

Таким образом, цель статьи заключается в изучении возможностей 

использования технологий ML и DL в сельском хозяйстве. 

Итак, алгоритмы ML и DL играют очень важную роль в принятии 

решений об уходе за растениями и животными. Они анализируют огромные 

массивы данных и предсказывают оптимальные условия выращивания, 

обработки, культивации и т.д. На основе этого разрабатываются 

индивидуальные решения для повышения урожайности и устойчивости 

растений [4]. В таблице 1 кратко описаны области применения ML и DL в 

сельском хозяйстве. 

DL — это раздел ML, который использует искусственные нейронные 

сети для получения знаний и принятия решений на основе обширных 

наборов данных.  

Рассмотрим особенности использования данных технологий в реальной 

жизни на примере разработки рекомендательной системы, которая призвана 

сформировать предложения наиболее подходящих культур для выращивания 

в определенном регионе в следующем сезоне. 
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Таблица 1  

Применение ML и DL в сельском хозяйстве 
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Рабочий процесс для селекции сельскохозяйственных культур на 

основе DL включает в себя 6 взаимосвязанных этапов:  

1. Сбор данных: сбор сельскохозяйственных и генетических 

данных, которые имеют отношение к целевым культурам, включая факторы 

окружающей среды, фенотипические признаки, генетические маркеры, а 

также другую связанную информацию.  

2. Предварительная обработка полученных массивов информации: 

это предполагает их очистку, включая нормализацию, извлечение признаков, 

дополнение отсутствующих сведений. 

3. Построение модели: выбор типа модели и архитектуры 

нейронной сети, которые будут в большей степени подходить для решения 

поставленной задачи селекции.  

4. Обучение модели: этот этап является очень важным, поскольку 

от правильности выбора подхода к обучению будет завесить точность и 

достоверность полученных результатов. Также на данном этапе проводится 

оптимизация параметров модели для того, чтобы минимизировать различия 

между прогнозируемыми выходными данными и наблюдаемыми значениями 

[5].  

5. Оптимизация и отбор генетических параметров: на этом этапе 

обученная модель DL используется для прогнозирования и оценки 

характеристик и генетических признаков сельскохозяйственных культур, 

которые могут выращиваться в изучаемом регионе.  

6. Итеративное улучшение: это предполагает повторение этапов 

обучения, оценки и отбора для улучшения модели и процесса селекции. 

На рис. 2 представлен обобщенный алгоритм прогнозирования 

производства сельскохозяйственных культур. 
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Рис. 2 Алгоритм прогнозирования производства сельскохозяйственных 

культур [6] 

Основная функция, представленного на рис. 2 алгоритма, заключается 

в том, чтобы улучшить популяцию сельскохозяйственных культур путем их 

последовательной оценки и изменения оценок приспособленности популяции 

в соответствии с производительностью отдельной культуры для условий 

конкретного региона. Это позволяет выбирать и продвигать наиболее 

успешные сорта, одновременно распознавая и смягчая такие проблемы, как 

сорняки, которые могут помешать производству [7]. При наличии другого 

события условная вероятность благоприятного события отличается от 

вероятности, приведенной в следующем уравнении: 

𝐸𝐸(𝐵𝐵/𝑁𝑁) ≠ 𝐸𝐸(𝑁𝑁/𝐵𝐵) 

𝐸𝐸(𝑉𝑉/𝐵𝐵) = (𝐸𝐸(𝑉𝑉) × 𝐸𝐸(𝐵𝐵/𝑉𝑉))(𝐸𝐸(𝐵𝐵)) 

𝑑𝑑(𝑚𝑚,𝑢𝑢) = �(𝑗𝑗 = 1)𝑦𝑦[𝑢𝑢𝑖𝑖𝑔𝑔𝑖𝑖(𝑚𝑚) + 𝑜𝑜] 

Для автоматической оценки векторов признаков и класса данных 

прогноза урожая целесообразно использовать следующие уравнения 

качества. 
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𝐺𝐺𝑦𝑦,𝑐𝑐 = ��𝐻𝐻𝑖𝑖𝑖𝑖

𝑖𝑖=1

𝑖𝑖=1

(𝑒𝑒𝑖𝑖𝑎𝑎𝑖𝑖 + 𝑒𝑒𝑖𝑖𝑎𝑎𝑖𝑖)
0

𝑖𝑖=2

𝐹𝐹𝑖𝑖𝑖𝑖 

где G - означает коэффициент уравнения;  

F - представляет собой различные вариации задания: относительный 

краевой отклик.  

Для расчета RER изображение должно обладать соответствующими 

свойствами формы краев [8]. Фотографии болезней сельскохозяйственных 

культур и насекомых-вредителей оцениваются по качеству с помощью 

уравнения качества изображения: 

𝑜𝑜(𝑚𝑚) =
1

√2𝜋𝜋
exp (−

𝑚𝑚2

2
) 

ℎ𝑡𝑡 = 𝑧𝑧𝑡𝑡Θℎ𝑡𝑡−1 + (1 − 𝑣𝑣𝑞𝑞)Θ𝑔𝑔𝑞𝑞 

𝑤𝑤(𝑖𝑖/𝑗𝑗) = 𝑢𝑢𝑗𝑗𝑖𝑖𝑆𝑆𝑗𝑗 ,𝑎𝑎𝑖𝑖 = �𝑏𝑏𝑗𝑗𝑖𝑖𝑤𝑤(𝑖𝑖/𝑗𝑗)
𝑗𝑗

 

В качестве основы изображенного на рис. 2 алгоритма предлагаем 

использовать сеть долгая краткосрочная память (Long short-term memory или 

LSTM), которая является комбинацией усовершенствованной сети 

рекуррентной нейронной сети (Recurrent neural network или RNN) и 

последовательной сети, что позволяет сохранять информацию. Каждый блок 

LSTM состоит из ячейки, выходного входного шлюза и шлюза забывания. 

Слой сглаживания используется для выравнивания выходного сигнала 

LSTM, который затем поступает в полностью подключенную двухслойную 

архитектуру со скрытыми блоками [9]. На каждом скрытом слое 

используется дополнительный слой пакетной нормализации с целью 

стандартизации каждого выхода скрытого слоя, кроме того, для 

регуляризации добавляется отсев. Каждый скрытый слой активируется 

функцией выпрямленного линейного блока, которая считается передовой для 

нейронных сетей. 
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На рис. 3 представлена архитектура LSTM. 

 
Рис. 3 Архитектура нейронной сети LSTM [10] 

Охарактеризуем представленную на рис. 3 архитектуру более 

подробно. 

Структура модели 

Количество слоев: 3 слоя LSTM, затем плотный слой 

Скрытые единицы: 128 (для каждого слоя LSTM) 

Функция активации: Tanh для ячеек LSTM, нелинейная функция 

активации (Rectified Linear Unit или ReLU) для плотных слоев 

Выходной слой: Плотный слой с активацией softmax для 

многоклассовой классификации 

Функция потерь: Категориальная перекрестная энтропия 

Оптимизатор: Adam 

Гиперпараметры 

Для модели LSTM настраиваются следующие параметры 

Скорость обучения: 0,001 (со скоростью затухания 0,92 каждые 12 
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эпох) 

Размер партии: 36 

Эпохи: 120 (с ранней остановкой на основе точности валидации) 

Отсев: 0,4 (применяется после каждого слоя LSTM для уменьшения 

перегрузки) 

Повторяющееся выпадение: 0,3 (применяется внутри ячеек LSTM) 

Инициализация весов: единая инициализация Ксавье (Xavier) для всех 

слоев 

Процесс обучения 

Модель LSTM обрабатывает последовательности входных данных, где 

временные зависимости имеют решающее значение для точной 

классификации. 

Модель обучается с помощью критериев ранней остановки на основе 

потерь при валидации, а контрольные точки сохраняются для восстановления 

наилучшей модели. 

Особое внимание при использовании алгоритма прогнозирования 

производства с/х культур должно быть уделено критериям валидации. По 

мнению автора, полагаться только на общую точность оценки достоверности 

классификатора недостаточно, поэтому для проверки необходимо 

использовать различные параметры. 

Достоверность - объясняет надежность классификатора, она 

рассчитывается путем отношения истинно положительных результатов к 

сумме истинно положительных и ложноположительных результатов. 

Отзыв - в основном предоставляет информацию о совершенстве 

классификатора. Она определяется как отношение истинно положительных 

результатов к сумме истинно положительных и ложноотрицательных 

результатов для каждого класса. 

F1-score — это среднее гармоническое значение весовых 
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коэффициентов precision и recall в диапазоне от 1,0 до 0,0, где 1,0 - хороший 

показатель F1, а 0,0 - худший. 

Общая точность — это отношение суммы всех правильно 

классифицированных точек обучающих данных к общему количеству точек 

обучающих данных. 

Резюмируя полученные результаты, отметим, что 

сельскохозяйственный сектор сталкивается с многочисленными рисками и 

неопределенностями из-за меняющихся климатических условий и рыночных 

тенденций, что приводит к значительным производственным потерям и 

нерациональному использованию ресурсов.  

Инструменты искусственного интеллекта, такие как машинное и 

глубокое обучение имеют большой потенциал для сельскохозяйственной 

отрасли. Они предлагают современные методы точной обработки 

изображений и анализа данных, позволяя решать различные задачи в области 

производства продуктов питания и выращивания животных, такие как 

прогнозирование затрат, профилактика бесплодия и управление посевами, 

рекомендации по пестицидам, сокращение ручного труда и т.д. 

В статье рассмотрен практический пример использования глубокого 

обучения для прогнозирования производства с/х культур в определенном 

регионе. 
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