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Аннотация: Обсуждается качество обучения неполносвязных нейронных сетей, 

основанных на корнях принятия решений. На примере ограниченных данных о пациентах 

с клинически диагностированной болезнью Альцгеймера и условно здоровых пациентов 

путем предобработки данных найден корень принятия решений и соответствующая 

структура нейронной сети. Впервые демонстрируются результаты обучения 

неполносвязной искусственной нейронной сети данного типа. Результаты обучения такого 

типа нейронных сетей позволили в условиях ограниченных данных найти нейронную 

сеть, обладающую приемлемым уровнем точности для практического применения 

полученной нейронной сети в задаче поддержки принятия врачебных решений – в 

рассматриваемом примере для диагностики болезни Альцгеймера. 
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Введение 

Для достижения высокого уровня точности искусственных нейронных 

сетей (ИНС) необходим достаточно большой набор исходных данных для 

обучения, валидации и тестирования получаемых моделей. Нейронные сети, 

несмотря на высокую аппроксимирующую способность, не всегда способны 

показать высокий уровень точности в условиях с ограничениями по объему 

исходной выборки. Поэтому появляется потребность в разработке новых 

нейросетевых моделей, которые смогли бы описать исходный ограниченный 

набор данных с высоким уровнем точности.  

Теоретический анализ 

Научной гипотезой последних исследований авторов [1] является 

предположение, что в условиях ограниченных данных путем их 

интервального кодирования можно получить в закодированном виде такой 

набор дискретных данных, что по ним можно построить дискретную 

функцию многих переменных в виде суперпозиции функций двух 
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переменных, каждая из которых представляется в матричном виде и 

соответствует определенному узлу ориентированного полного бинарного 

графа с поименными листьями, по которой, в свою очередь, можно 

предопределить структуру искусственной нейронной сети, которая после 

обучения по исходным данным будет обладать приемлемым уровнем 

точности для практического применения.  

Основаниями для настоящей гипотезы является показанная в [1] 

возможность представления таких дискретных функции в виде 

неполносвязных искусственных нейронных сетей, которые полностью 

воспроизводят исходные данные в закодированном виде. Ожидаемо, что при 

обучении нейронной сети с найденной таким образом структурой по 

исходным данным, принадлежащим определенным интервалам, в процессе 

обучения будут подобраны параметры активационных функций, которые 

будут давать приемлемую точность. 

Дискретные функции в виде совокупности порядковых шкал, дерева 

критериев с бинарной структурой и набора матриц свертки в [1] предложено 

называть «корнями принятия решений», поэтому в настоящей работе при 

описании нейронных сетей, речь будет идти об обучении основанных на 

корнях принятия решений нейронных сетях, на английском языке 

предлагается их называть Decisions-Root-based Neural Network (DRB NN). 

В работе [1] показан пример построения корня принятия решений для 

диагностики болезни Альцгеймера, поэтому настоящая работа является ее 

логическим продолжением. Однако там же [1] было показано, что до 

настоящего времени отсутствовали доступные для пользователей без 

навыков программирования решения, позволяющие обучать нейронные сети, 

основанные на корнях принятия решений.  

В конце 2023 года благодаря гранту Фонда содействия инновациям в 

рамках научно-исследовательских и опытно-конструкторских работ [2] при 
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непосредственном участии авторов настоящей работы был разработан 

специальный программный модуль [3], который позволит выполнить 

настоящее исследование. 

Целью настоящего исследования является проверка гипотезы о 

приемлемом качестве обучения в условиях ограниченных данных 

неполносвязной нейронной сети, основанной на полученном в [1] корне 

принятия решений.  

Материалы и данные 

В качестве исходных данных, как и в работе [1], выступают сведения о 

59 пациентах с клинически диагностированной болезнью Альцгеймера и 21 

условно здоровых пациентах. Эти сведения приведены в приложении к 

работе [4]. Как видно, исходные данные весьма ограничены в своем 

количестве. 

Согласно [4], пациенты были обследованы с помощью мини-

тестирования психического состояния (MMSE), Монреальского 

когнитивного теста (MoCA), задачи рисования часов (CDT) и шкалы 

активности повседневной жизни (ADL). Болезнь Альцгеймера была 

клинически диагностирована у 59 человек. Этих больных здесь и далее 

определяют, как это сделано в работе [4], как группу AD. 22 пациента не 

имеют проблем с когнитивными способностями и включены в контрольную 

группу (обозначается как группа CON).  

В приложении к работе [4] приведены значения магнитной 

восприимчивости (MSV) левой и правой базальных вен (L_BV и R_BV 

соответственно), левой и правой внутренних мозговых вен (L_ICV, R_ICV), 

левой и правой вен таламуса (L_TV, R_TV), левой и правой перегородочных 

вен (L_SV, R_SV), левой и правой вен зубчатого ядра (L_DNV, R_DNV) 

(таблица 1). 
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Таблица № 1 

Фрагмент исходных данных MSV головного мозга
1
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(пациент) 
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sub001 1 279 288 255 263 140 138 131 131 165 185 

sub002 1 274 247 223 243 239 262 190 222 204 102 

. . . 

sub080 0 249 232 221 232 154 142 165 151 161 143 

sub081 0 300 259 295 299 216 197 163 131 162 129 
1
 В этой таблице в столбце «Группа» 1 обозначает AD группу, 0 – CON 

группу. 

Методика 

На первом этапе анализа данных предлагается проводить 

предварительную обработку исходных наборов для определения параметров 

ИНС на основе корня принятия решений. Научная гипотеза заключается в 

предположении, что получить приемлемую точность нейронной сети можно 

будет путем обучения предопределенной ИНС на исходных данных в 

непрерывной форме. В настоящей работе обсуждается проблема выбора 

структуры нейронных сетей. 

Предварительная обработка данных заключается в интервальном 

кодировании исходных данных и поиске механизма комплексного 

оценивания (корня принятия решений). 

Согласно [5], механизм комплексного оценивания (МКО) определяется 

как кортеж: 

G,M,X,P

 

(1) 

где G – граф, описывающий последовательность свертки частных критериев, 

M – множество матриц свертки, соответствующих узлам дерева критериев, X 
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– множество шкал для оценки частных критериев, P – процедура 

агрегирования. 

Одной из проблем при идентификации МКО является выбор структуры 

графа G, представляющего собой полное бинарное дерево с поимёнными 

листьями [6], так как их общее количество определяется по уравнению [7, 8]: 

G (2 3)!!l 

 

(2) 

где l – общее количество рассматриваемых переменных (листьев в терминах 

древовидного графа). Количество структур G существенно зависит от числа 

переменных.  

Для уменьшения числа переменных и решения задачи классификации 

использовались методы системно-когнитивного анализа (далее СКА), 

применяя программу для электронных вычислительных машин «EIDOS-X 

Professional (Система «EIDOS-Xpro»)» [9], разработанную профессором 

Луценко Е.В. 

Алгоритм идентификации МКО [5] был использован для 

структурирования данных и представления их в виде корня принятия 

решений. Обучение нейронных сетей в настоящем исследовании выполнено 

с помощью программного модуля проектирования и обучения нейронных 

сетей, основанных на корнях принятия решений (Software Module for 

Designing and Training Decisions Root-based Neural Networks) [3]. 

Результаты 

Результаты предварительной обработки данных. 

Области наблюдаемых значений MSV были разделены на 3 равных 

интервала для каждой вены, т.к. при выборе 2 интервалов получается 

классическая задача нахождения булевой функции, а при выборе 4 

интервалов формируется 80 признаков, а исходный набор данных, который 
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необходимо разделить на обучающее и тестовое множества, содержит всего 

81 пример. 

В результате применения методов СКА число анализируемых вен было 

сокращено до четырех: L_BV, R_BV, L_TV, R_TV.  В таблице №2 приведены 

их интервалы для дискретного кодирования.  

Таблица №2 

Интервалы для дискретного кодирования наиболее значимых вен для 

диагностики болезни Альцгеймера 

Переменная 

(вена) 

Область 

определения MSV 

1-й  

интервал 

2-й 

интервал 

3-й 

интервал 

L_BV {153,0; 324,0} {153,0; 210,0} {210,0; 267,0} {267,0; 324,0} 

R_BV {164,0; 357,0} {164,0; 228,3} {228,3; 292,7} {292,7; 357,0} 

L_TV {131,0; 288,0} {131,0; 183,3} {183,3; 235,7} {235,7; 288,0} 

R_TV {109,0; 286,0} {109,0; 168,0} {168,0; 227,0} {227,0; 286,0} 

 

Результаты интервального кодирования исходных данных в 

дискретные значения и выбор архитектуры нейронной сети. 

Исходные данные [4] были интервально закодированы, путем замены 

значений MSV у конкретного пациента в конкретных венах (L_BV, R_BV, 

L_TV, R_TV) на номера интервалов (таблица 3). 

Таблица №3 

Фрагмент закодированных данных 

Субъект 

(пациент) 
Группа 

Закодированн

ая переменная 

L_BV 

Закодированн

ая переменная 

L_TV 

Закодированн

ая переменная 

R_BV 

Закодированн

ая переменная 

R_TV 

sub001 AD 3 1 2 1 

sub002 AD 3 3 2 3 

. . . 

sub080 CON 2 1 2 1 

sub081 CON 3 2 2 2 

В закодированном наборе данных встретились противоречивые 

примеры, имеющие одинаковые вектора дискретных значений, но 
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относящиеся к разным группам: AD и CON. Для сокращения 

противоречивых примеров, были исключены те подгруппы или субъекты, 

которые имели высокий уровень схожести с одной группой, в то время как по 

факту они относились к другой группе. Обучающая выборка после 

исключения конфликтных примеров включает 34 уникальных 

закодированных вектора. Им соответствовало 63 человека (пациента), что 

составило 78% от исходного числа людей.  

Для 4-х факторов возможны 15 полных бинарных деревьев с 

поименованными листьями. Из всех возможных древовидных структур в [1] 

предложено воспроизводить свертки показателей, характеризующие левые 

вены друг с другом, а также правые друг с другом, в связи с особенностью 

физиологической работы кровообращения двух полушарий. Для каждой 

древовидной структуры критериев можно выделить несколько корней 

принятия решений, один из возможных примеров представлен в [1].  

Следующий корень принятия решений (рис.1) был определен на основе 

обучающей выборки после исключения конфликтных примеров. 

L_BV L_TV R_BV R_TV

1 1 1

2 3 4

4 4 4

1 1 1

1 2 2

2 3 3

/

/

CON AD АD

CON CON CON AD

АD АD CON АD

AD CON AD

sM

LM
RM

 

Рис.  1. – Корень принятия решений для постановки диагноза болезни 

Альцгеймера [1] 

Представленный на рисунке выше (рис. 1) корень принятия решений 

отличается от найденного в [10], поскольку в работе [1] при принятии 

решений об исключении противоречивых примеров из исходных данных 
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дополнительно учитывалась информация о степени сходства с классами CON 

или AD. С одной стороны это сделало корень принятия решений более 

достоверным, с другой стороны в корневой матрице не смогли быть до конца 

идентифицированы два элемента (рис. 1, вторая и третья строка третьего 

столбца корневой матрицы). В действительности, этим элементам 

соответствуют как здоровые пациенты, так и пациенты с клинически 

диагностированным заболеванием Альцгеймера. В отношении этих 

пациентов результаты СКА были не информативными, поэтому сделать 

выбор в пользу какой-либо группы было невозможно. 

L_BV

L_TV

R_BV

R_TV

L_BV = 1

L_BV = 2

L_BV = 3

L_TV = 1

L_TV = 2

L_TV = 3

R_BV = 1

R_BV = 2

R_BV = 3

R_TV = 1

R_TV = 2

R_TV = 3

m11 ∊ ML

m12 ∊ ML

m13 ∊ ML

m21 ∊ ML

m22 ∊ ML

m23 ∊ ML

m31 ∊ ML

m32 ∊ ML

m33 ∊ ML

m11 ∊ MR

m12 ∊ MR

m13 ∊ MR

m21 ∊ MR

m22 ∊ MR

m23 ∊ MR

m31 ∊ MR

m32 ∊ MR

m33 ∊ MR

1-я строка

2-я строка

3-я строка

4-я строка

1-й столбец

2-й столбец

3-й столбец

m11 ∊ MS

m12 ∊ MS

m13 ∊ MS

m21 ∊ MS

m22 ∊ MS

m23 ∊ MS

m31 ∊ MS

m32 ∊ MS

m33 ∊ MS

m41 ∊ MS

m42 ∊ MS

m43 ∊ MS

Группа
CON

Группа
AD

Y

Входной

слой
Выходной

слой

Скрытые слои

(1)

(2)

(3)

(4)

(5)

 

Рис.  2. – Нейроны искомой искусственной нейронной сети (вектор нейронов на 

входном слое ∊ R
4
, вектор нейронов на скрытом слое (1) ∊ R

12
, вектор нейронов на 

скрытом слое (2) ∊ R
18

, вектор нейронов на скрытом слое (3) ∊ R
7
, вектор нейронов на 

скрытом слое (4) ∊ R
12

, вектор нейронов на скрытом слое (5) ∊ R
2
, вектор нейронов на 

выходном слое ∊ R
1
) 
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Результаты построения неполносвязной нейронной сети. 

В работе [1] показано, что корень принятия решений с бинарной 

последовательной и непоследовательной структурой деревьев, может быть 

представлен в форме искусственной нейронной сети (далее ИНС). 

Спецификация структуры и связь между слоями и нейронами 

неполносвязной нейронной сети, полученной на основе корня принятия 

решений (рис.1), представлены на рис.2 и рис.3. 

Input

(Входной 

слой)

Hidden Layers

(Скрытые слои)

Output

(Выходной

слой)

1

2

3

4

5

 1 2 3 4, , ,X x x x x Y

 

Рис.  3. – Неполносвязная ИНС, основанная на корне принятия решений 

Согласно общепринятой технологии проектирования ИНС все 

множество примеров разбивается на обучающее, тестирующее и 

валидирующее в соотношении 70% : 20% : 10% [11]. Однако в работе [11, 

с. 143] отмечается, что при небольшом количестве примеров допускается 

разделять весь исходный набор данных только на обучающее и тестирующее 

множество в соотношении 90% : 10%.  В настоящем исследовании исходный 

набор данных содержит всего 81 пример, поэтому будем придерживаться 

подхода [11].  
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За активационную функцию был принят параметрический линейный 

выпрямитель (PreLU). В качестве алгоритма обучения выбран Adam 

(Adaptive Moment Estimation). Метриками качества обучения неполносязной 

ИНС на обучающем (Train) и валидирующем (Validation) множествах (рис.4, 

рис.5) были выбраны точность (Accuracy) и среднеквадратическая ошибка 

обучения (Mean Squared Error). 

0

0,1

0,2

0,3

0,4

0,5

0,6

0,7

0,8

0,9

1

0 40 80 120 160 200 240

A
c
c
u
ra

c
y 

(т
о

ч
н

о
с
т
ь
)

Epochs (эпохи)

Train

Validation

 

Рис.  4. – Изменение точности неполносвязной нейронной сети, основанной 

на корне принятия решений в процессе нейросетевого моделирования 
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Рис.  5. – Изменение среднеквадратической ошибки обучения 

неполносвязной нейронной сети, основанной на корне принятия решений в 

процессе нейросетевого моделирования 
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Результаты нейросетевого моделирования неполносвязной нейронной 

сети, основанной на корне принятия решений, имеют следующие значения: 

среднеквадратическая ошибка на обучающем множестве составила 8,8%; на 

валидирующем множестве составила 11%; точность полученной модели на 

обучающем множестве составила 90%; точность полученной модели на 

валидирующем множестве составила 89%. 

Заключение 

Таком образом, с помощью специальных методов, основанных на 

МКО, удалось получить структуру неполносвязной нейросетевой модели, 

способную с достаточной точностью описывать изучаемую область на 

примере болезни Альцгеймера. Это еще раз подтверждает, что нейросетевые 

технологии достаточно успешны в медицине, что особенно ценно при 

ограниченном наборе исходных данных. Аналогичные выводы об успешном 

применении нейросетевого моделирования в медицине [12–15], и, в 

частности, при изучении мозга, можно найти в источниках [16–18], где 

предлагалось использовать свёрточные ИНС и модели глубокого обучения, 

что подтверждает значимость нейросетевых технологий в анализе 

медицинских данных. 
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